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Abstract

The World Health Organization declared COVID-19 a pandemic due to its rapid spread and

global impact. Vaccines and treatments remain limited. Countries have prioritized non- 

pharmaceutical measures such as quarantine and containment to reduce virus transmission. 

COVID-19, which spreads predominantly in areas with high population density and mobility, 

has led to societal changes that have impacted road safety. Transportation research on the 

transmission of infectious diseases is actively conducted abroad, however, domestic research in

this area remains scarce. Therefore, the aim of this study was to verify the relationship between

the domestic COVID-19 pandemic and transportation. Then, time series prediction techniques 

are employed to forecast traffic crashes. This study conducted a correlation analysis to establish

the link between the count of confirmed COVID-19 cases, transportation indicators reflecting 

population movement, and the frequency of traffic crashes. Then, ARIMA, a statistical theory-

based technique, and LSTM, a heuristic approach, were employed as time series traffic crash 

prediction methods. As a result of the analysis, the mean average percentage error of LSTM 

was 15.08%, which showed that the prediction performance was superior to the statistical 

theory-based technique. In addition, through SHAP, an explainable artificial intelligence 

technique, it was confirmed that public transportation usage and highway truck traffic volume 

have a positive impact on regional time series crash prediction. Based on the study findings, the

results can serve as a numeric benchmark to comprehend the influence of external elements, 

including extremely contagious diseases, on road safety, anticipate traffic incidents, and put 

into effect suitable safety measures in upcoming times.
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초록

COVID-19의 확산으로 인해 세계보건기구는 세계적인 대유행을 의미하는 팬데믹을 선언하였으며 각 국가들은 

초기에 백신 및 치료제 등이 충분하지 않은 상황에서 비약학적 방역 대책과 봉쇄 정책을 추진하였다. 인구밀도와 이

동량이 높은 지역을 중심으로 확산되는 특징이 있는 COVID-19는 사회에 변화를 일으켰으며 이러한 변화는 교통

안전에 영향을 미쳤다. 해외에서는 감염병에 확산에 따른 교통 연구가 활발하게 이루어지는 반면 국내에서는 관련 

연구가 부족한 실정이다. 따라서, 본 연구의 목적은 국내 COVID-19의 대유행 기간을 대상으로 시계열 예측 기법

을 활용하여 교통사고를 예측하는 것이다. 본 연구는 COVID-19 확진자 수, 인구의 이동을 대표하는 교통 변수, 교

통사고 빈도 간 상관성을 규명하기 위해 상관분석을 수행하였으며 통계적 이론에 기반한 ARIMA와 휴리스틱 방법

론인 LSTM을 시계열 교통사고 예측 기법으로 활용하였다. 분석 결과, LSTM의 예측 오차율은 15.08%로 비교군에 

비해 예측성능이 우수한 것으로 도출되었다. 또한, 설명가능한 인공지능 기법인 SHAP을 통해 대중교통 이용량과 

고속도로 화물차 유‧출입량이 지역별 사고 시계열 예측에 긍정적인 영향을 미치는 것을 확인하였다. 연구의 결과물

을 기반으로 향후 전파력이 강한 감염병과 같은 외부요인이 교통안전에 미치는 영향을 파악하고 교통사고를 예측하

여 적절한 안전 조치를 수행할 수 있는 정량적 기준으로 활용할 수 있다.

주요어: ARIMA, 빅 데이터, COVID-19, 사고 예측, LSTM, 시계열 분석

서론

2019년 12월 코로나바이러스감염증-19(COVID-19; Corona virus disease 19) 감염 사례가 처음 발견되었으며 

감염자가 급속도로 증가하여 2020년 3월 세계보건기구(WHO; World Health Organization)는 세계적인 대유행

을 의미하는 팬데믹(Pandemic)을 선언하였다. COVID-19는 감염자의 비말에 의해 전파되어 밀접 접촉하는 환경

에 취약하다. 세계 각 국가의 질병관리청은 초기에 백신, 치료제 등 뚜렷한 치료법이 충분하지 않은 상황으로 비약학

적 방역 대책을 수행하였다. 국내에서는 COVID-19의 급속한 확산을 억제하기 위해 2020년 3월부터 재택근무 권

장, 사적 모임 금지 등 사회적 거리두기 정책을 시행하였다. 이러한 정책들은 사회 전반에 큰 영향을 미쳤으며 교통, 

경제, 문화 등 사람들의 이동과 활동에 변화를 일으켰다. COVID-19는 인구밀도와 이동량이 높은 지역을 중심으로 

신속하게 확산되는 특성이 있으며 대유행 초기 인구 이동량이 급격히 낮아지는 추세를 보였다. 또한, 상대적으로 사

람 간의 대면성이 낮은 승용차에 비해 대중교통 이용량이 더욱 많이 감소한 것으로 나타났으며, 지방부에서는 대중

교통이 발달한 도시부에 비해 기존의 대중교통 이용자가 승용차로 전환하는 경향이 더 큰 것으로 나타났다(Won et 

al., 2021). 

감염병의 세계적인 대유행에 따른 통행과 수단 선택의 변화는 교통안전에도 영향을 미치는데 이는 인적요인, 도로 

및 주행 환경, 교통 수요 및 통행 노출 등 다양한 요인이 복합적으로 작용하여 발생하는 교통사고와 관련이 있다

(AASHTO, 2010; Won et al., 2021). 그러나, 국외에서는 COVID-19가 사회에 미치는 영향과 교통 간의 관계성에 

주목하여 교통안전 연구가 활발하게 진행되고 있는 반면 국내에서는 관련 연구가 부족한 실정이다. 따라서, 본 연구는 

국내 COVID-19의 대유행 기간을 대상으로 시계열 예측 기법을 활용하여 교통사고를 예측하는 것을 목적으로 한다.

본 연구는 COVID-19 확진자 수, 인구의 이동을 대표하는 교통 변수, 교통사고 빈도 간 상관성을 규명하기 위해 

상관분석을 수행하였으며 교통사고 빈도 시계열 예측에 유의한 변수를 도출하였다. 시계열 예측 기법으로는 통계적 

이론에 기반한 ARIMA(Autoregressive Integrated Moving Average)와 휴리스틱(Heuristic) 방법 중 대표적인 시

계열 딥러닝(Deep Learning)인 LSTM(Long Short-Term Memory)을 활용하였다. COVID-19에 따른 교통사고 

빈도 시계열 예측 결과를 방법론 별로 비교하여 최적의 모형을 제시하였다. 연구의 결과물은 향후 전파력이 강한 감

염병과 같은 외부요인이 교통안전에 미치는 영향을 파악하고 교통사고를 예측하여 적절한 안전 조치를 수행할 수 

있는 정량적 기준으로 활용할 수 있다. 
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본 연구는 다음과 같이 구성되어 있다. 2장에서는 COVID-19에 따른 교통 연구를 중심으로 기존 문헌 고찰을 검

토하였고, 3장에서는 시계열 예측 방법론을 제시하였으며 변수별 영향력과 방향성을 검토하기 위해 설명 가능한 인

공지능(XAI, Explainable Artificial Intelligence) 방법론에 대해 서술하였다. 4장에서는 COVID-19 확진자 수 및 

교통 간 상관분석과 교통사고 시계열 예측 결과를 제시하였으며, 마지막 장에서는 본 연구 결과를 요약하여 결론 및 

향후 연구계획에 관해 서술하였다.

기존�문헌�고찰

본 연구는 교통 이용 행태에 영향을 미치는 감염병인 COVID-19에 따라 교통사고 시계열 예측 분석 수행을 목적

으로 한다. 본 장에서는 COVID-19에 따른 교통사고 빈도 및 심각도 예측 분석에 수행한 연구와 COVID-19 대유

행에 따른 교통 이용 행태 변화 관련 연구에 대해 문헌 고찰을 수행하였다. 

전파력이 강한 COVID-19의 확산을 방지하기 위해 정부는 봉쇄 정책을 시행하였고 이동 제한으로 인해 교통사

고 발생에 영향을 미친다. Lee et al.(2023)은 미국 Florida를 중심으로 COVID-19 확산 방지를 위해 통제된 교통 

환경에서의 사고빈도의 변화와 미래에 발생할 수 있는 사고에 대해 시계열 예측 연구를 수행하였다. 이들이 제시한 

교통사고 시계열 예측 모형에는 인구통계학 자료와 총 주행거리를 영향 요인으로 활용하였다. 팬데믹 전‧후로 비교

한 결과 사고빈도와 심각도 측면에서 크게 감소한 것으로 나타났으며, 지역별로 교통사고 발생 추이에 대해 이질성

이 있는 것으로 분석되었다. 다른 유사한 연구에서도 COVID-19 팬데믹 기간동안 교통 이용 패턴이 변화하고 이에 

따른 교통사고 시계열 예측 분석이 수행되었다(Sekadakis et al., 2021; Patwary and Khattak, 2023).

감염병 확산 방지 정책으로 인한 이동 제한은 자동차 사고 뿐만 아니라 자전거 사고에도 영향을 미친다. Li and 

Zhao(2022)는 COVID-19 확산 방지를 위한 이동 제한이 자전거 교통사고 발생에 미치는 영향에 대해 연구하였

다. 이들은 공유자전거 이용 행태와 자전거 교통사고 자료를 활용하여 로짓 모형을 기반으로 교통사고 빈도 예측 모

형을 개발하였으며 분석 결과 봉쇄 정책 이후 사고 빈도가 감소하고 사고 심각도가 증가한 것을 확인하였다. 

COVID-19 팬데믹 기간동안 발생한 교통사고 시계열 예측 분석을 수행한 다양한 연구를 통해 감염병 확산에 따

라 사람들의 교통 이용 패턴이 변화하고 도로 안전에도 영향을 미치는 것을 확인하였다. 본 연구에서 수행한 교통사

고 시계열 예측 분석에 활용할 영향요인을 확인하기 위해 COVID-19 확산에 따른 교통 이용 행태 변화 관련 연구

에 대해 문헌 고찰을 수행하였다.

감염병의 확산을 방지하기 위해 시행된 정부의 봉쇄 정책은 인구의 이동을 억제하는 효과를 나타냈다. Hu et 

al.(2021)은 교통 빅데이터를 기반으로 COVID-19 기간 동안 인구 이동 추세를 정량적으로 평가하였다. 모바일 위

치 데이터를 기반으로 분석한 결과 정부의 이동 제한 명령으로 인한 인구 이동 감소 폭은 이동 제한 명령 해제 시 인

구 이동 증가 폭보다 큰 것으로 나타났다. 봉쇄 정책과 인구 이동 간의 관계에 대해 다룬 추가적인 연구의 결과에 따

르면 단기적으로는 정책의 효과로 인한 사람들의 이동을 억제하는데 효과적이지만 장기적으로는 확산 방지를 위한 

억제 정책의 효과가 떨어지는 것으로 나타났다(Arellana et al., 2020; Han and Ryu, 2022).

대중교통은 많은 사람들이 이용하는 통행 수단으로 전파 가능성이 높아 유행성이 높은 질병은 확산 경과에 따라 

사람들의 교통 패턴에 변화를 유발한다(Han et al., 2021). 일부 연구에서는 COVID-19가 대중교통 이용에 미치는 

영향 요인을 분석하였다. Lee et al.(2021)은 대중교통 수단에서의 COVID-19 감염 가능성에 대한 설문조사를 수

행하고 순서형 로짓 모형을 구축하여 영향요인을 도출하였다. 분석 결과, COVID-19 확산 이후 대중교통 이용 빈

도가 감소하고 이용 횟수당 통행 시간이 감소한 것으로 나타났다. Bhin et al.(2021)은 COVID-19로 인한 대중교통 

이용 변화패턴을 분석하고자 다중선형회귀분석을 수행하였으며 인구밀도가 높고 상업지구에서 일일 통행량과 출

근 통행량이 감소하는 것으로 분석되었다. 

최근 대중교통의 대체 수단으로 떠오르는 공유 모빌리티의 이용에도 COVID-19 확산 패턴이 영향을 미쳤다. 

Shin and Choo(2022)는 감염병 확산에 따라 공유 모빌리티의 이용 변화에 미치는 영향 요인을 순서형 프로빗 모형
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을 기반으로 분석하고 포스트 코로나 시대의 교통부문 대응 전략을 제시하였다. 분석 결과, 통근 시 보행시간이 길수

록 공유 모빌리티 이용이 증가하였으며 출퇴근 시 이동수단은 양의 영향을 미치는 것으로 나타났다. 

COVID-19는 밀접 접촉 환경에서 쉽게 전파되는 감염병으로 확산 초기 이동 제한을 봉쇄 정책을 정부에서 실행

하였으며 교통은 직접적으로 큰 영향을 받았다. 이러한 요인은 팬데믹 이전과 이후 교통 패턴의 변화를 유발하였으

며 도로 안전에도 영향을 미쳤다. 국외에서는 COVID-19 확산 경과에 따른 교통 수요, 안전, 물류 등 다양한 분야에

서 연구가 수행되었다. 그러나, 국내에서는 COVID-19에 따른 교통 수요 및 물류 관련 연구가 활발하지만 교통사

고 시계열 예측 분석에 대한 연구가 미비하다. 본 연구는 COVID-19 팬데믹 기간의 교통사고 자료를 기반으로 시

계열 분석을 수행하였으며 감염병에 의해 영향을 받는 교통 관련 변수를 활용하여 설명력을 보완하였다.

연구�방법론

본 연구에서는 COVID-19 팬데믹 기간 동안 교통에 미치는 영향에 대해 확인하고 변화된 교통 패턴을 기반으로 

시계열 분석 기법을 활용하여 교통사고 빈도를 예측하고자 하였다. 이를 위해, COVID-19 확진자 수, 인구의 이동

을 대표하는 교통 변수, 교통사고 빈도 간 상관성을 규명하기 위해 상관분석을 수행하였으며 교통사고 빈도 시계열 

예측에 유의한 변수를 도출하였다. 또한, 통계 이론에 기반한 기법과 휴리스틱한 기법을 활용하여 시계열 예측 분석

을 수행하였다. 본 연구의 수행과정은 Figure 1에 제시하였다.

Figure 1. Research framework

1. ARIMA model 

ARIMA(p, d, q) 모델은 이전 관측치가 미래 관측치에 영향을 미친다는 이론을 기반으로 하는 시계열 분석 방법 

중 하나이다(Box et al., 2015). ARIMA는 자기회귀 모델(AR; Autoregressive model)과 이동 평균 모델(MA; 
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Moving Average)을 결합한 모델이다. 또한 시계열의 비정상성을 설명하기 위해 관측치 간의 차이를 의미하는 차분

(difference)을 사용한다. 본 연구에서는 외생 변수의 영향을 고려하는 ARIMA 모델의 확장된 형태인 ARIMAX(p, 

d, q) 모델을 추가로 고려하였다.

2. LSTM model 

LSTM은 시계열 예측 연구에 널리 사용되는 딥러닝 기법 중 하나인 순환신경망(RNN; Recurrent Neural 

Network)의 일종이다(Hochreiter and Schmidhuber, 1997). RNN은 실제 값과 예측 값간의 차이를 비교하는 손실 

함수가 감소하는 방향으로 가중치를 반복 갱신하기 위해 그래디언트를 산출한다. 그러나, 그래디언트가 0에 수렴할 

경우 가중치를 갱신할 수 없어 예측 모델의 학습이 중단되는데 이를 그래디언트 소멸 문제라고 한다. RNN은 단기 

시퀀스에서는 예측에 문제가 없지만 장기 시퀀스에서는 제대로 기억하지 못하는 단점이 있다. LSTM은 일정기간 

동안 정보를 기억할 수 있도록 설계하여 그래디언트 소멸 문제를 해결하였다(Fernandes et al., 2019). 본 연구에서

는 시계열 분석에서 우수한 성능을 보이는 LSTM을 기반으로 교통사고 빈도 시계열 예측 분석을 수행하였다.

3. SHAP

기계학습은 다양한 분야에서 복잡한 문제를 해결해 줄 수 있는 장점으로 주목받았으나 기본 구조가 복잡하고 비

선형적이며 해석 및 설명이 어렵기 때문에 블랙박스라고도 불리었다. 연구자들은 인공지능기반의 솔루션이 도출한 

결과에 대해 보다 이해하기 쉽고 투명한 방식으로 접근하기를 희망하여 설명가능한 인공지능(XAI; Interpretable 

AI)이 발전하였다(Vilone and Longo, 2021). 설명 가능한 인공지능의 대표적인 예로, 게임 이론에 기반한 Shapley 

값을 활용하여 설명하는 방법론인 SHAP(Shapley Additive exPlanations)이 있다. SHAP은 종속변수와 독립변수 

간의 양의 상관관계 또는 음의 상관관계를 파악할 수 있으며, 입력 변수의 중요도를 파악할 수 있다. 본 연구에서는 

딥러닝 기반의 시계열 분석 기법 중 하나인 LSTM을 활용한 사고빈도 예측 모형을 대상으로 SHAP을 적용하였다.

데이터�전처리

1. 연구�범위

본 연구는 COVID-19 기간동안 변화된 교통 지표에 따른 교통사고 발생 빈도를 시계열 예측하였다. COVID-19

는 사람들이 밀접 접촉하는 환경에서 쉽게 전파되는 특징이 있어 본 연구에서는 인구가 밀집한 주요 도시 및 권역을 

연구범위로 설정하였다. 설정된 공간적 범위는 주요 도시 및 권역으로 서울, 인천, 경기, 대전, 광주, 대구, 울산, 부산 

8개 지역을 선정하였다. 연구의 시간적 범위는 국내 COVID-19 감염자가 최초 보고된 2020년 1월 20일부터 2022

년 12월 31일까지 총 1,077일로 데이터 수집 및 구득 가능성을 고려하여 연구 대상 기간을 설정하였다. COVID-19 

확산 현황에 따라 교통에 미치는 영향을 고려하여 시간적 범위를 6개 단계로 구분하였다. 시간적 범위를 구분하는 

기준은 COVID-19의 확산에 따른 정부 방역 지침의 변화, 대규모 확산 사례, 바이러스 변이종 등장으로 하였다. 

Phase 1은 국내 COVID-19 감염자 최초 보고 시기를 기준으로 1주차부터 29주차까지를 의미하며 Phase 2는 2

차 재확산으로 인해 사회적 거리두기 2단계가 시행된 30주차부터 42주차까지이다. Phase 3은 COVID-19 3차 재

확산된 43주차부터 61주차까지이며 일일 감염자 수 500명을 돌파한 4차 재확산된 62주차부터 96주차까지를 Phase 

4로 설정하였다. Phase 5는 COVID-19 변이종 바이러스인 오미크론(Omicron)이 등장한 97주차부터 118주차를 

뜻하며 Phase 6는 COVID-19 확산 방지를 위한 사회적 거리두기가 해제된 119주차부터 본 연구의 시간적 범위 종

료 시기인 154주차까지를 의미한다. 시간적 단계(phase)의 구분 기준은 Table 1에 정리하여 제시하였다.
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Table 1. Criteria for analysis period

Phase Period Description

Phase 1 1 week-29 week First infection-Social distancing level 2(2nd resurgence)

Phase 2 30 week-42 week Social distancing level 2-3rd resurgence

Phase 3 43 week-61 week 3rd resurgence-4th resurgence(≥ 500 daily infected cases)

Phase 4 62 week-96 week 4th resurgence-Appears Omicron variant

Phase 5 97 week-118 week Appears Omicron variant-Lifting social distancing

Phase 6 119 week-154 week Lifting social distancing -

2. 데이터�수집�및�전처리

본 연구는 COVID-19 기간동안 변화된 교통 지표에 따른 교통사고 발생 빈도를 시계열 예측하기 위해 

COVID-19 확진자 수, 교통 및 사회경제학 통계 데이터를 수집하였다. COVID-19 확진자 수는 시‧군‧구 단위로 일

일 집계되는 데이터를 질병관리청 코로나바이러스감염증-19 웹페이지에서 수집하였다. 교통사고 발생 건수는 도

로교통공단에서 운영하고 있는 교통사고분석시스템(TAAS; Traffic Accident Analysis System)에서 1일 단위로 수

집하였으며 사망, 부상 등 사고 심각도 별로 구분이 가능하다. 관내/외 이동량 데이터는 통신사 모바일 데이터를 기

반으로 1주 단위로 생성되며 통계청에서 운영하고 있는 빅데이터 활용 웹페이지에서 수집하였다. 여기서, 관내이동

은 본인이 실거주하는 행정동 외 타 행정동을 30분 이상 방문하는 이동량을 의미하며 관외이동은 본인이 실거주하

는 시군구 외 타 시군구를 30분 이상 방문하는 이동량을 의미한다. 또한, 이전 주차의 관내/외 이동량과 해당 주차의 

관내/외 이동량 차이를 통해 관내/외 이동량 변화율을 도출하였다. 자동차 등록대수는 관할 행정지역에 등록된 승

용차, 승합차, 화물차, 특수차량 등을 1개월 단위로 집계한 데이터로 통계청에서 운영하고 있는 국가통계포털

(KOSIS; Korean Statistical Information Service)에서 수집하였다. 대중교통 이용량은 마을버스 및 농어촌버스를 

포함하는 시내버스와 지하철을 이용할 때 발생하는 이용량을 의미하며 교통카드 빅데이터 통합정보시스템에서 1일 

단위 OD(Origin-Destination) 데이터로 제공하고 있다. 요금소 입‧출구 교통량은 고속도로 톨게이트(tollgate) 유‧

출입 교통량을 의미하며 한국도로공사 공공데이터포털에서 1일 단위로 차종별로 구분하여 제공하고 있다. 고속도

로 요금소의 지리적 위치를 나타내는 주소를 기준으로 주요 도시 및 지역에 해당하는 데이터를 추출하였다. 본 연구

에서 수집하여 활용한 데이터에 대한 상세 내용과 기술통계는 Tables 2-3에 제시하였다. 본 연구에서 수집한 데이

터는 집계 단위가 1일, 1주, 1개월로 서로 상이하여 지역별 교통사고 시계열 예측 분석을 수행하기 위해 1일 단위로 

통합 데이터 셋을 구축하였다. 집계 단위가 1일을 초과하는 관내/외 이동량, 자동차 등록대수 데이터는 해당하는 주

차와 월에 반복적으로 입력하여 데이터의 시간적 위계를 일치시켰다.

Table 2. List of variables

Variable Description

COVID-19_infected Number of daily covid-19 infected cases

Crash Number of daily traffic crashes

Crash_dead Number of daily fatal traffic crashes

Crash_injury Number of daily injury traffic crashes

Travel_in Number of weekly people traveling within the region

Travel_out Number of weekly people moving between the regions

Rate_of_change_travel_in Rate of change in travel in of the region compared to the previous week

Rate_of_change_travel_out Rate of change in travel out of the region compared to the previous week

Regist_pv Number of monthly registered passenger vehicles

Regist_van Number of monthly registered vans

Regist_truck Number of monthly registered trucks

Regist_special_veh Number of monthly registered special vehicles

Regist_motorcycle Number of monthly registered motorcycles
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Table 2. List of variables (continued)

Variable Description

Regist_total Number of monthly registered all vehicles

PT_OD_origin Number of daily public transit pass tag from the origin

PT_OD_dest Number of daily public transit pass tag from the destination

Enter_tg_truck Number of daily trucks through the tollgate entrance

Exit_tg_truck Number of daily trucks through the tollgate exit

Enter_tg_pv Number of daily passenger vehicles through the tollgate entrance

Exit_tg_pv Number of daily passenger vehicles through the tollgate exit

Table 3. Descriptive statistics

Variable Mean SD. Max. Min.

COVID-19_infected 2,381.2 8,451.6 181,911.0 0.0

Crash 46.9 46.2 229.0 1.0

Crash_dead 0.4 0.8 8.0 0.0

Crash_injury 66.6 66.6 361.0 1.0

Travel_in 6,290,847.7 5,601,525.1 18,949,896.0 1,572,852.0

Travel_out 3,084,875.2 2,905,230.7 10,686,996.0 534,531.0

Rate_of_change_travel_in -0.1 5.1 16.9 -18.2

Rate_of_change_travel_out -0.5 14.4 87.0 -50.8

Regist_pv 1,637,741.8 1,461,592.0 5,311,946.0 477,313.0

Regist_van 59,284.8 59,653.0 209,979.0 13,445.0

Regist_truck 242,345.7 232,363.6 847,730.0 70,810.0

Regist_special_veh 8,185.7 6,582.4 28,030.0 2503.0

Regist_motorcycle 1,947,558.0 1,757,107.6 6,378,632.0 566,595.0

Regist_total 169,611.8 155,774.9 459,002.0 35,569.0

PT_OD_origin 1,698,186.0 2,179,106.0 9,330,563.0 41,356.0

PT_OD_dest 1,503,256.3 2,210,975.4 9,196,781.0 9,391.0

Enter_tg_truck 20,344.5 35,551.7 143,147.0 65.0

Exit_tg_truck 328,156.0 500,015.5 1,939,223.0 7,117.0

Enter_tg_pv 20,478.1 36,618.6 147,250.0 56.0

Exit_tg_pv 327,525.3 498,366.7 1,810,095.0 7,466.0

분석�결과

본 연구를 통해 COVID-19 확산 및 방역지침 변화에 따른 지역별 교통사고 시계열 분석을 수행하기 위해 지역별 

COVID-19 발생 현황과 교통 간 상관분석과 다중공선성 검정을 통해 변수를 선택하였다. 다음으로는 선택된 변수

를 중심으로 지역별 기간별 교통사고 시계열 분석을 위해 LSTM과 ARIMA를 활용하였다. LSTM의 경우 독립변수

가 예측에 미치는 영향을 확인하기 위해 설명가능한 인공지능 기법인 SHAP을 활용하였다. 마지막으로 분석에 활용

한 교통사고 시계열 예측 모형의 성능을 비교하였다. 

1. COVID-19 발생�현황에�따른�지역별�교통사고와�외생변수�간�상관분석

COVID-19 확산 및 방역지침 변화에 따른 교통사고와 교통 패턴 간의 관계성을 확인하기 전 지역별 COVID-19 

확산 경과 단계 별 교통사고 발생 건수, COVID-19 확진자 수, 대중교통 도착 통행량 수 추이를 확인하였다. 시간적 

단계 별로 기간의 길이가 달라 변수 별로 일 평균 값을 산출하였다. 대중교통 도착 통행량은 사람들의 통행을 나타내

는 지표 중 하나로 감염병 확산 변화에 따른 비교 지표로 활용하였다. 분석 결과, 서울, 경기, 인천을 포함하는 수도

권 지역과 부산 지역은 COVID-19 확산 초기부터 Phase 3까지 일일 확진자 수가 증가할수록 일일 대중교통 도착 

통행량 수가 감소하였다. 해당 지역은 대중교통을 주 통행 수단으로 많은 사람들이 활용하는 곳으로 밀접 접촉으로 
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인한 감염병의 전파 우려가 반영된 결과이다. 동시에 대중교통 도착 통행량에 따라 사고 발생 건수가 우하향으로 감

소하였다. 한편, 오미크론 변이 바이러스가 등장한 Phase 5 모든 지역에서 일일 COVID-19 확진자 수가 가장 높았

으며 이전 단계 대비 일일 교통사고 발생 건수가 감소하였다. 그러나, 팬데믹 후반기로 간주되는 Phase 5에서 

COVID-19 확진자 수가 급격히 증가한 시기임에도 불구하고 대중교통 이용 수가 우상향으로 증가하는 것은 치료

제가 부재한 팬데믹 초기와 달리 백신 접종이 진행되었으며 장기화된 사회적 거리두기로 인한 피로도로 인한 결과

로 해석할 수 있다. 이를 통해 COVID-19 확산 경향에 따라 사람들의 통행 패턴이 변화하고 이에 따라 교통 안전에

도 영향을 미치는 것을 확인하였다. 자세한 도식은 Figure 2에 제시하였다.

Figure 2. COVID-19 infection, traffic and road safety trend by region-phase

교통안전과 COVID-19 확산 및 방역지침 변화에 따른 교통 관련 데이터 간 상관성을 확인하고자 스피어만 상관

분석(Spearman correlation analysis)을 수행하였다. 본 연구에서 활용하고 있는 데이터는 정규성을 충족하지 않아 
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스피어만 상관계수를 활용하였다. 상관계수가 0.33 이상이면 두 변수 간에 강한 연관성이 있는 것으로 해석하였으

며 분석에 활용할 변수로 선택하였다(Hemphill, 2003; Roche, 2021). 교통 변수들은 사람들의 이동을 대표하는 지

표로 서로 관련성이 높기 때문에 시계열 예측 모형 개발에 있어 다중공선성(multicollinearity) 문제에 직면할 수 있

다. 다중공선성 문제는 독립변수들 간에 강한 상관관계가 나타나 모형 개발에 부정적인 영향을 주는 것을 의미한다

(Xie et al., 2016). 일부 지역과 단계에서는 서로 연관성이 높은 변수 조합이 있어 분산 팽창 계수(VIF; Variance 

Inflation Factor)를 산출하여 10보다 크면 분석에서 제외하였다. 분석 결과, 광주, 대구, 울산 지역은 다수의 변수가 

탈락하여 분석 범위에서 제외하였으며 나머지 5개 지역을 분석 범위로 유지하였다. 상관계수가 0.33 이상이며 분산 

팽창 계수 10 이하 조건을 충족하는 지역별 변수에 따른 단계(phase)는 Table 4에 제시하였다. 변수 선택 기준을 충

족할 경우 “●”, 충족하지 않을 경우 “-”, 데이터가 존재하지 않는 경우 “×”로 표기하였다. 5개 지역 대부분이 대중

교통 이용량과 요금소 입‧출구 교통량이 최종적으로 선택된 변수이며, 서울과 경기도는 관내/외 이동량이 

COVID-19 확산 초기인 1-2단계와 변종 바이러스인 오미크론의 출현 시기인 5단계에 유의한 변수로 도출되었다. 

Table 4. Variable selection by correlation analysis and variance inflation factor

Variable

Phase by region

Seoul Gyeonggi Incheon Daejeon Busan

1 2 3 4 5 6 1 2 3 4 5 6 1 2 3 4 5 6 1 2 3 4 5 6 1 2 3 4 5 6

COVID-19_infected - - - - - - - - - - - - - - - - - - - - - - - - - - - - - -

Travel_in ● ● - - - - ● ● - - - - - - - - - - - - - - - - - - - - - -

Travel_out ● ● - - ● - - ● - - ● - - - - - - - - - - - ● - - - - - ● -

Rate_of_change_travel_in ● - - - ● - - - - - ● - - - - - - - - - - - - - - - - - - -

Rate_of_change_travel_out - ● - - ● - ● ● - - ● - ● - - - ● - - - - - - - - - - - - -

Regist_pv - - - - - - - - - - - - - - - - - - - - - - - - - - - - - -

Regist_van - - - - - - - - - - - - - - - - - - - - - - - - - - - - - -

Regist_truck - - - - - - - ● - - ● - - - - - - - - - - - - - - - - - - -

Regist_special_veh - - - - - - - - - - - - - - - - - - - - - - - - - - - - - -

Regist_motorcycle - - - - ● - - ● - - - - - - - - - - - - - - - - - - - - - -

Regist_total - - - - - - - - - - - - - - - - - - - - - - - - - - - - - -

PT_OD_origin - ● ● ● - ● ● - ● ● ● ● ● ● ● ● ● ● - - - - - - - - - - - -

PT_OD_dest ● ● ● ● ● ● - - - - - - - - - - - ● ● ● ● ● ● ● ● ● ● ● ● ●

Enter_tg_truck × × × × × × ● ● - - ● - - - ● ● - - - - - - - - - - - - ● -

Exit_tg_truck × × × × × × - - ● ● - ● - ● - - - - ● ● ● ● ● ● ● ● ● ● - ●

Enter_tg_pv × × × × × × ● ● - - ● - ● ● ● ● ● - ● ● ● ● ● ● - - - - - -

Exit_tg_pv × × × × × × - - ● ● - ● - - - - - - ● ● ● - ● ● - - - - - -

2. 주요�도시�및�권역�대상�교통사고�시계열�분석

상관분석과 분산 팽창 계수를 통해 선택된 변수를 활용하여 ARIMA, ARIMAX, LSTM을 기반으로 교통사고 시

계열분석을 수행하였다. 본 연구에서는 예측 성능을 비교하기 위해 MAPE(Mean Absolute Percentage Error)와 

RMSE(Root Mean Squared Error)를 활용하였으며 지역과 시간 단계를 기준으로 구분하여 예측성능을 제시하였

다. 본 연구에서는 외생 변수의 활용 여부를 기준으로 방법론을 구분할 수 있다. 외생 변수를 활용하지 않는 방법론

은 ARIMA이며 외생 변수를 활용한 방법론은 ARIMAX와 LSTM이 있다. 방법론별 지역별 교통사고 시계열 예측 

성능 평균에 대한 비교는 Figure 3에 제시하였다. 분석 결과, 서울 지역을 제외하고 나머지 4개 지역에서 LSTM이 

ARIMA와 ARIMAX에 비해 예측 성능이 우수한 것으로 나타났다. 서울 지역은 외생 변수를 활용한 통계학 이론 기

반의 ARIMAX의 MAPE가 11.3%로 가장 뛰어났다. 반면, 인천 지역은 외생 변수를 활용하지 않은 ARIMA의 

MAPE가 19.9%로 예측성능이 좋지 못했다. 결과적으로, 지역별 교통사고를 예측할 경우 교통사고의 시계열 데이

터 뿐만 아니라 교통 환경에 노출된 정도를 나타내는 변수를 추가로 활용하여 예측성능이 향상되었다.
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Figure 3. Average prediction accuracy by region

또한, 주요 도시 및 권역 대상별 자세한 교통사고 시계열 분석 결과는 방법론 별로 Table 5에 제시하였다. 분석 결

과에 따르면 시간 단계로 구분하였을 때, 수도권 지역인 서울, 경기, 인천 지역은 4차 재확산-오미크론 출현 기간인 

phase 4에서 교통사고 예측 성능이 가장 우수하였으며 그 외 지역인 대전, 부산 지역은 3차 재확산-4차 재확산 기간

인 phase 3에서 사고 예측 정확도가 높았다.

Table 5. Result of time series crash prediction by region-phase

Model Period
Seoul Gyeonggi Incheon Daejeon Busan

MAPE RMSE MAPE RMSE MAPE RMSE MAPE RMSE MAPE RMSE

ARIMA Phase 1 11.765 14.803 13.922 19.533 17.422 4.673 24.871 4.743 19.055 6.977

Phase 2 12.501 15.502 11.727 23.488 15.880 5.693 16.871 5.199 16.259 8.508

Phase 3 11.422 10.557 14.070 23.655 28.620 5.774 13.241 3.298 15.187 5.969

Phase 4 8.066 9.307 9.952 26.287 14.704 4.586 13.423 2.969 16.432 5.964

Phase 5 11.999 12.652 14.232 24.906 20.176 4.380 17.220 3.967 19.631 6.707

Phase 6 19.413 24.300 12.344 22.898 22.755 6.436 17.234 4.737 19.243 6.347

Average 12.528 14.520 12.708 23.461 19.926 5.257 17.143 4.152 17.635 6.745

ARIMAX Phase 1 10.270 12.944 14.479 24.148 15.109 4.267 30.090 5.449 23.267 7.839

Phase 2 8.553 10.895 27.854 55.111 13.516 4.734 17.359 4.283 16.991 7.532

Phase 3 9.492 9.708 9.691 17.199 33.713 6.704 14.177 3.155 8.554 4.306

Phase 4 11.495 15.138 7.520 22.929 11.996 3.420 16.277 3.467 19.271 6.711

Phase 5 7.255 8.383 9.253 16.749 18.256 4.224 17.560 3.675 16.506 6.369

Phase 6 20.905 24.017 14.194 25.951 25.029 6.918 16.730 4.460 20.128 6.339

Average 11.328 13.514 13.832 27.015 19.603 5.045 18.699 4.082 17.453 6.516

LSTM Phase 1 10.741 11.674 13.582 19.654 15.903 3.992 24.111 4.326 17.734 6.479

Phase 2 9.678 11.574 10.277 19.932 14.424 5.364 15.520 4.997 15.408 7.957

Phase 3 10.831 11.930 13.317 20.349 26.469 5.090 11.551 2.653 12.978 5.410

Phase 4 7.366 9.398 7.789 22.548 12.537 3.536 15.691 3.484 15.161 6.275

Phase 5 11.540 15.169 14.573 24.443 18.886 4.324 12.762 3.471 18.620 6.950

Phase 6 18.914 22.153 15.135 25.911 22.017 6.660 21.260 5.448 17.760 6.233

Average 11.512 13.650 12.446 22.140 18.373 4.828 16.816 4.063 16.277 6.551

3. 설명�가능한�인공지능을�활용한�변수�영향력�분석

본 연구에서는 설명 가능한 인공지능 기법을 활용하여 구조가 복잡하고 비선형성 특성이 있어 해석이 어려운 



Journal of Korean Society of Transportation Vol.41 No.7 December 2023888

•Article• Temporal Changes of Traffic Accidents Based on COVID-19 Spread and Quarantine Policy Changes

LSTM 모델에 대해 분석하였다. SHAP의 Beeswarm 플롯은 모델이 예측하고자 하는 종속변수인 사고빈도에 대해 

독립변수 별로 데이터 포인트가 작용하는 영향력을 도식화한 것으로 Figure 4에 제시하였다. 

Figure 4. SHAP value impact on model output by region-phase

데이터 포인트가 SHAP value 양의 영역에 있으면 긍정적인 효과를 의미하고, 음의 영역에 있으면 부정적

인 효과를 의미한다. 또한, 붉은색은 영향력이 큰 데이터 포인트, 푸른색은 영향력이 작은 데이터 포인트이다. 

Figure 4(a)는 phase 4 기간을 예측한 모델에 대해 분석한 것으로 서울 지역 대중교통 도착량과 출발량이 많

아질수록 교통사고 발생 빈도가 증가하는 것을 의미한다. Figure 4(b)는 경기 지역 고속도로 요금소에서 유

출되는 화물차 교통량과 대중교통 출발량이 사고 빈도와 비례 관계인 것으로 분석되었다. 대전 지역 phase 3

을 도식화한 Figure 4(d)는 유의한 변수 5개 중 대중교통 도착량이 영향력이 가장 크며 톨게이트 유출 화물차 

교통량이 예측 모델에 긍정적인 효과를 발휘하는 것을 알 수 있다. Figure 4(e)에 따르면 화물차 유입 교통량

이 양의 영역에 많이 위치하므로 부산 지역 phase 3에 발생한 교통사고 빈도와 양의 상관관계임을 의미한다.

결론

교통 관련 데이터를 기반으로 COVID-19 확산 및 방역 지침 변화에 따른 교통사고 시계열 예측 분석을 수행하였

다. 그 결과로 사람들의 이동을 제한하는 방역 지침과 감염병 확산 현황에 따라 교통 패턴이 변화하고 교통안전에 영

향을 미친다는 것을 알게 되었다. 본 연구에서는 COVID-19의 확산과 교통안전 간의 상관관계를 분석하기 위해 관

련 데이터를 수집하였다. 수집된 데이터의 시간적 집계 단위를 일치시켜 통합 데이터 셋을 구축하였다. 감염병의 확

산과 교통은 시‧공간적으로 다르게 변화하기 때문에 감염병 확산 및 방역 지침에 따라 6단계로 분석 기간을 분할하
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였다. 또한, 지역별로 COVID-19 확산 경과와 교통 패턴이 상이하기 때문에 주요 도시 및 권역을 분석 대상으로 선

정하였다. 

본 연구에서는 교통사고 시계열 예측 모델에 활용할 변수를 선택하기 위해 상관분석과 다중공선성 검정을 수행하

였다. 서울, 경기, 인천, 대전, 부산 5개 지역에서 대중교통과 고속도로 이용이 교통사고 발생과 상관성이 높아 변수

로 선택되었다. 또한, 서울과 경기는 COVID-19 확산 초기와 변종 바이러스 출현 시기에 관내/외 이동량이 유의한 

변수로 채택되었다. 반면, 광주, 대구, 울산 3개 지역은 상관성과 다중공선성 조건을 충족하지 못하여 분석에서 제외

하였다. 선택된 변수를 기준으로 통계학적 이론 기반의 ARIMA와 딥러닝 기반의 LSTM 기법을 활용하여 지역별 

교통사고 시계열 분석을 수행하였다. 분석 결과, 딥러닝 기반의 LSTM 시계열 분석 모형의 MAPE는 평균 15.08%

로 다른 통계학적 이론 기반 모형에 비행 예측성능이 우수한 것으로 나타났다. 이는, 지역별 교통사고를 설명하는 변

수를 활용하여 고도화된 시계열 기법인 LSTM을 활용할 경우 보다 정확한 분석을 수행하는데 기여하는 것을 의미

한다. 그러나, LSTM은 기본 구조가 복잡하고 비선형성 특징이 있어 해석이 어려운 문제가 있다. 이러한 문제를 해

결하기 위해 본 연구에서는 설명 가능한 인공지능 기법인 SHAP을 활용하여 독립 변수의 영향력과 방향성을 해석하

였다. 고속도로 화물차 유‧출입량과 대중교통 이용량을 대표하는 변수가 LSTM 기반 사고 빈도 모형의 예측 성능에 

긍정적인 영향을 주는 것으로 도출되었다. 본 연구의 결과는 향후 감염병과 같은 재난 사태에 대해 교통에 미치는 영

향을 분석하고 이에 따른 교통안전 시계열 예측 분석을 수행할 경우 기초 연구로 참고 및 활용될 수 있을 것으로 기

대된다. 

COVID-19의 확산은 사람들의 생활에 큰 영향을 주었으며 대표적으로 온라인 쇼핑 구매의 증가, 배달문화의 정

착, 재택근무 문화 확산 등이 있다. 특히, 온라인 쇼핑 구매의 증가는 화물 택배 물량의 증가로 이어지고 그로 인해 

화물 운송 차량의 총 주행거리와 주행 빈도가 증가하였다. 또한, 배달문화의 정착은 이륜차를 포함한 배달 차량의 주

행이 증가하였다. 향후 연구에서는 특화된 교통 패턴에 대해 설명할 수 있는 독립변수를 활용하여 교통안전 시계열 

분석 연구가 필요하다. 또한, 본 연구에서는 분석 기간을 분할하기 위해 COVID-19 확산 및 방역지침을 기준으로 

활용하였으나 사회적 거리두기 정책의 장기화는 사람들에게 피로도를 가중하여 이동 제한 효과가 감소하는 문제가 

있다. 향후 연구에서는 봉쇄 정책의 장기화에 따른 정부의 방역 지침 효과 분석을 수행하고 이를 연계한 시계열 예측 

분석을 수행할 필요가 있다. COVID-19 팬데믹은 전국적인 대유행이 이루어졌으나 본 연구는 8개 대 도시권 중 상

관성이 높고 유의한 변수가 존재하는 5개 지역을 선별하여 수행하였다. COVID-19는 지역별 시기별로 확산 정도

가 서로 상이하였으며 교통 특성, 사회경제학 특성 등 여러 가지 특성이 지역별로 다르다. 정밀한 연구를 위해 지역 

별 특성을 추가로 반영해야 하지만 사회경제학 특성 데이터는 수집 주기가 1개월로 다른 자료 대비 해상도가 떨어지

는 한계가 있다. 향후 연구에서는 분석에서 제외된 3개 지역을 추가로 분석하기 위해 고해상도의 설명 가능한 데이

터로 수집하여 분석할 필요가 있다. 
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